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Kapitel 1

UBERBLICK

GEBIET: Informatik VI, prifbareVorlesung
HORERKREIS:nachDVP, Ausnahnenmoglich

VORAUSSETZUNGEN:Grundcenntissein Analysis, Lineare Algebra und Statistik (im Vordi-
plomwissenenthaltenwerdenabernochmalskurz aufgefrischt).

GEEIGNET fur alle, die Fopra, Hauptsemiar, Diplomprifung oder Diplomarbeit im Gebietder
adapivenRobotikmachenwollen.

WARNUNG: DiesesSkript bietetIhnen lediglich ein skelettartiges Geriist einiger weniger Kapitel des
\orlesungstofes, mit demSie lhre eigene hoffertlich detailliertere Mitschrift vergleichenkodnnen Ins-
besonére fehlenAusfihrurgen zu denBerichen Supprt Vector Machines, BayesNetworks,Universal
Learness, Optimal Seach. Das zugehérige sowievielfaltigesweitelesMaterial ist auf der Kurswebsitezu
finden!

Bitte UberpiiifenSieselbsthod einmad alle mathematisieen Herleitungen. Der Dozentfreutsich Uber
jedenFehletr den Sie entde&en Leider gibt es noch kein Budh (und schon gar kein deutsbes Bud),
welcdhesall die wichtigenThemeranspridit, diein der \Vorlesungbehandeltwerden.

1.1 INHALT

Einige der wichtigstenLernalgrithmen ausdenBereichenlibewachtesLernen, uniibernwachtesLernen
und “Reinforcement-Lenen” werden a) theaetischbegrindetund b) in Anwerdungen vorgestellt (vor-
zugsweisen Anwendungen,bei denersie zu bessereiiergebnisseriihrenalskonventionelleVerfahten).

e Einfihrurg zur Bayeslinduktion (sepaatesMaterial)

e UniverselleLernmaschinerfunberechenar, aberoptimal) (sepaatesMaterial)

Asymptotischoptimale Suchalgrithmen(separateMaterial)

Support VectorMachires(separateMaterial)

Gradientenbasiert&erfahenfir

a) “Feedforvard”-Netze(Backprg). Anwendungen:Mustererlennumy, Zeitreiheworhersageiiber
wachteRobotesteuerug u.v.m.

b) Rekurreme Netzemit zeitlichvariiererdenEingeben.Anwerdungen: Spraclerkenrung,Grammatik
Lerren,alle Problene mit teilweisesequentielleL dsungstruktur

¢) KompaitionenmehererNetzemit unterschielichen Aufgaben(Weltmoddibaueretc.). Anwen
durgen:Robotesteuerunggtc..
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1.2

Genealisierungséhigkeit —wasist das?

a) FundanentaleSchrankndesLernbaren

b) OckhamsRasiermessehevorzugeeinfacheDatenmodille.

c) Verfalrenzur Bestrafungibekomplexer Datenmalelle. Anwendingen iberall
d) Der Bayes-Stangunk

Konzptefir “Reinforcement™-Lanen

a) “Tempral Differerce” Algorithmen.Hauptanwadurg: Vorhesagein Markovumgelungen An-
wendingswaiiante:Brettspielewie z.B. Backganmon.

b) Q-Lernen Anwerdungen: Agentar- und Robotesteuerug.
c) Erweiteringen:Weltmodelle.
d) Bezugzur dynanischenProgammieruig

Algorithmenfir uniiberwachted_ernen

a) Einfihrungin relevante Konzepteder Informationsthede: Entrgpie, KullbackLeiber Distanz,
wechselseitigénformation.

b) BiologischplausibleAlgorithmenfiir autonatischeDekorrelationund Maximiemungdesinforma-
tionsflusses.

¢) Informatiorstheorieundtopolagieerhaltede Abbildungen.Anwerdung Optimierungsprdleme

EvolutionareLernstratgien
a) Genetischélgorithmen
b) “Bucket Brigade”

c) “Artificial Life”

TYPISCHE KUNSTL. NEURONALE NETZE (KNN)

Immer nochbestedBuch:[9]

KNN: Paar (V, E): MengevonKnotenV = {1,2,...,ny} (“Neuronen”) E C V x V gerichete
Kanten Verbirdungen. Gewicht (“Synagse”) von (i, j) € E istw ;; € R. Biologieandogie!

Lagen 1. Lage:Mengealler Eingabeknden. n-te Lage: Mengealler Knoten zu denenausgeknd
von der erstenLage mindesten ein Kantenpéd der Langen — 1 fuhtt, aberkein Kantengpad der
Langm > n. Dabeiist KantenpadderLangen — 1 Liste:

((kl,kz),(kg,kg), ceey (kn—l,kn)) mit k; € V,i=1,...,n und (kz‘,k‘z’+1) eFE,i=1,...,n—1.

VorwartsgerichtetdNetze:KeineZyklen

Typisch Knotenbeliebigdurchnuneriert. Aktivation desk-tenKnotensin Antwort aufeinenander
EingabelageanliegendenEingebevekior z (mit i-ter Komponentez ;) seiog, wobeio; = z;, fallsi
Eingabekmtenist. In derr-tenLage(r > 1):

nety, = Z wyo], or = f(nety), 1.1

l€ Lagen <r

mit f Aktivierurgsfunkion, z.B.
1

1@) = 1 (12

ode
f@)=1 falls x> 0.5, f(xz) =0 sonst. 1.3
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1.3 GRADIENTENB ASIERTE LERNALGORITHMEN

e Zielfunktion: z.B. durcheinzelns Musterz verursachtefFehler.J:
1
J=§ Z (Oi—dz’)2
i in Ausgabelage
wobeid; gewlinschteAusgadedesi-tenAusgab&noters.
e Minimiere Fehlerfunktion Gradietienabstig. Ein Iteratiorsschritt:fiir alle Gewichtew ;-

oJ

-
611},']'

U)z'j = w,-j + A’U),'j = wij
wobeia > 0 Lernrate.
e Zur Gradienteberecimung Kettenrgel: GegetendiffbareFunktin f : R™ — R

f(g1(01,,0m), 92(01, s 0m), - - - gn (01, -..0m)) (1.4

wobeialleg; : R™ — R miti = 1...n ihrerseitsnachalleno; ableitba sind.Danngilt

07(91(),92()s- - 9a() _ <= Of dy;

Oo; prt 0g; Oo; (1.9
1.4 BEISPIEL: BACKPROP (BP)
Geb#&uwhlichsterLerndg. f. Ubekv. Lernen Unablangigentwiclelt von [74][30][42][53].
» Cradet 9] _ 9J do; onet,
_6w,~j - " do; Onet; ow; = 0i0; (1.6
mit aJ aJ
& = ~ Bnet; _8_0,-f (net;). 1.7)

¢ 1. Faktorberecimen:falls i Ausgab&noten bei.J wie obentrivial: (o; — d;). Fallsi kein Ausgale-
knatenundin Lager: Kettenrgel! 1. Faktor.

A . S
(90i k in Lagen >r 6netk 6Oi k in Lagen >r

¢ Also Fehlempropagierungsalgolithmus symmeérisch! Vorwarts:Inputanlegen dannlagenweise

nety = Z wyy f (nety), 1.9

l€ Lagen <r

Riuckwarts: Fehler(d; — o;) f'(net;) andenAusgaleknoteranlegen, dannlagerweise

(5,’ = f'(neti) z wkiék.

k€ Lagen >r

SchlieBlichGewichtsancerungenf. alle w;;:
wi; = Wi + 0&(51'09‘

Fallsdatei f(x) = ==, dannf’(z) = f(z)(1 — f(z)).

1+e—=
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Normalerweisanehralsein EingebemusterderGradientder Summaeist die SummederGradienten

ondine (Gewichtsarderungnachjeder Musterpasetation) versusoff-line (Gewichtsarderury erst
nachPrasentatioraller Muster)

Gradietenabstigsbeschleunigngs\erfahrenZ.B. Momerium,konjugierteGradieterverfahren Me-
thoden2. Ordnung, effiziente Approximaticnenvon MethadenzweiterOrdnung [12][55][43][65].

Allgemenere,protabilistischelntempretationd ; ist Zufallsveriable.Minimierung von quadatischer
Fehlersmme (QFS)dannerreich, wenno; stetsgleichdembedirgtenErwarturgswertE(d; | x)
ist. Z.B. Lokale Rep@asentatia: dim(d) mod. gewiinschtebinare Ausgdevekioren(der p-te heifdt
d?) habennur je eineNichtnul-K ompmente,namlichd? = 1. Dannfuhrt Minimierung von QFS
zur SchatzungderbedirgtenWahrscheinlickeit P(gewiinschte Ausgabe = dP | ) in op.

Andee Zielfunktionen Alles, wasdiffbarist und Sinnmach!

Einschankurgenfir die Gewichte.

ANWENDUNGEN

Trivialbeispiele:XOR etc.

frihesBeispie:NETTALK

Proteirstruktunorhersag [13][67].

Musterekennung (z.B. handgschriebeaziffem) [31][71]).
AktienkursworhersageZeitreirervorhersagée.g.[73]).

UbewachteMotoriksteuerug [52], ubervachiesBackganmonLernen[70] (Gewinn derBackgam
monCompuer Olympiade).

Datenlompressiona) Autoassoziatoib) Textkompressionprobabilistischdnterpretation)

HAUSAUFGABE: ImplenentiereBP undtestees.
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REKURRENTE NETZE

e RekurentesNetz: Paar(V, E): V Knoten,Akt.fn. wie frilher. E C V' x V Verbindingen jetztaber
u.U. zyklisch.Gewichtvon (i, j) ist wiederw j;.

e 2 Arten: a) StatiorireEingaben— Equilibrium [25] [17] [63] [1] [46]. Zu uninteessantwir mache
gleichb) ZeitverarderlicheEingaen.

o Warum?Beliebige(teilweise)sequetielle AlgorithmenstattbloReMusterassoziativen!

e Machtickeit: Wie herkdbmmlicherRechnefwie Turingmaschinenit begrenztemSpeicher)Warum?
HerkdmmlicherRechneiist auf rekurentemNetz nachlaubay da UND- und ODER- Schaltugen
etc.nachkaubar

e Um Indizeszu sparenbetracle einzelng geodneteSequen von Eingebevektorenmit s diskrete
Zeitschritten0 < t < s: Knoteneindeutigdurchnuneriert. U: Menge derIndizesk: x  (t) ist Aus-
gale desNichteingdekrotensmit Numme k& zum Zeitpunkt ¢. I: Mengeder Indizesk: z . (¢) ist
Aktivation desEingaekrotensmit Nummae k& zumZeitpurkt ¢.

e Ablaufdynamik: Sequetiell Eingebevektorenanlegen dabeifur k € U:
nety(0) =0, Vi > 0: z(t) = fr(netr(t)),
Vit >0: ’I’Letk(t + 1) = Z wklxl(t). (2.7

levul

fr diffbareAktivierungsfurktion, wie frihe.

e T'(t): Mengevon Indizesk € U, fur die ein von einemexternen Lehre definierterZielwertd  (t)
zumZeitpunkK ¢t existiert.

e Zielfunktion: Definiere
er(t) = dp(t) — zr(t), fallsk € T(t),
ex(t) =0 sonst,

1 t

— 2 total (4! _
E(t)—§Z(ek(t)) , BP ) = Y E(r). (22
keU T=t'4+1
Minimiere:
Etotal (07 8) (23)
Erforderti.a. die zeitweiseSpeichenngvon vergangern Ereigrissen!“Tempoal creditassignment
problem”.
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2.1 BACKPROP THROUGH TIME (BPTT)
Siehez.B.[75], auch[37].
¢ Entfaltedendyn. AblaufdesrekurentenNetzesm Raum— ZurickfuhungaufVorwartsnetz.

e Algorithmus:
6Etotal (07 S)
Onet; (1)

4;(7) kannfurallei € U,0 < 7 < s in einemeinzigenPassberechetwerden
8i(1) = fl(neti(7))ei(r) falls T =35

8i(1) = fi(neti(1))(ei(t) + Zw”él(T +1)) falls 1<7<s.

leu

5,(7’) = -

Endglltige Gewichtsanderungen:

Etotal
Aw;ji(s) = _a670s Z(S T)x; (T —1).

Ow;;

o Zeitkomplexitat(Anzahl derAdditionenundMultiplikationen):O(sn 2). Speichekomgexitat: O(sn).

e Unexakte, aberprakisch brawchbareVariarte: “Abgesdnittenes” BPTT [75]. Nur k Zeitschritte
zurick in die Vggh. propagiereh

2.2 SENSITIVIT ATSANALYSE (RTRL-ALGORITHMUS)

Siehe[51] [76] [44] [39)].

e Einfadcher Algorithmus mit konstatem SpeicherGleicherGradiet wird andergohre Riickpopa-
gieren berechet.

e Gesuchwieder

OE(t) Oxy(t)
Awi;(t) = —a Fun 2 Z (zx(t) — di(?)) B
J kET(t) J
e Kettenegel:furallek e U,t > 1:
8$k(t+ 1) oM 8.’171( )
Duyy = Jknets(t+ 1) l;j M gy i (0] -

d;, bezeicmethier dasKroneckerscheDeltaundist 1 fiirs = & und0 sonst.
e AlsoKern desALGORITHMUS:
Vi, g, k: pfjmw — fr(netr(t)) lz wklpé’jcld +6ikmj(t)] 3 Vi, g, ke pfjcld <—pfjmw
leU
JetztnochGewichtsanderungwie oben.
o Kompleitat. SpeicherO(n?), Berechnagskomplexitat pro Zeitschritt: O (n?).
e Esgibt einenAlg. von Schmiduber[57] mit Speiche O(n?), Zeit: O(n?).

e Alternative: “Schrelle” Gewichte stattrekurenteVerbirdungen:[60].
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2.3 GROSSESPROBLEM UND SEINE LOSUNG

Schwindader Fehlerfliss (separatedaterial) [19, 20]. Losung Long Short-Term Memory LSTM [22,
15.

2.4 TRADITIONELLE RNN: ANWENDUNGEN

Trivialbeispiele:Flipflop etc.[76]

Spraclerkenrung

Zeitreibkervorhersage

Gramnatik-Lerren[16]

Simulationechterbiologiscler Netzwerle [77]

Prodememit langenZeitliicken[58]!

HAUSAUFGABE: ImplenentiereRTRL undtestees.

2.5 LSTM RNN: ANWENDUN GEN

Separate$/aterial, von Sprachédtennung bis zur Musikkompositionund Robotersteerung(1997-2004):
http://wwwi.idsia.ch/juegen/rm.htmi
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MODELLB AUER

3.1

PROBLEMSTELLUNG

“Reinforcement-Lernen (RL). Beispiel: KNN steuertAgentin Umgehung. GewlinschteNetzaus-
gakensind nicht vonvornhereinbekanm: Evaluietungsfunktion bewvertet vom Agentenverursachte
Umgéungszusirde:“gut”, “schlecht”;“Ziel erreicht”,“Ziel verfehlt”; “Lust”, “Schmee”. |.a. ska-
lareszeitabh Bewertungssigal.

Ziel: Finde"gute” SteuersignaleumrichtigenZeitpurkt.
Hoffnung Abbildung von NetzwerlausgabnaufPerformanzmalfist diffbar[74] [26].

SteuenetzwerlkC' (BP-Netzwerl beatwortetp-tenZustandsgktorz? ausderUmgehung mit “Steu-
ervektor” a?. Umgelungberechet ausxz? undeinema® mittels Evaluerungfunktioneval ein Re-
sultat(z.B. neuenZustand ReinfocemeirWert, oderbeides)

u?® = eval (2P, a®).

ernwiinshte Zustandsektorend?. Ziel: Minimiere
1
— y AW
Ec = ; B} Z(ei) )
K3

mit
D _ gp PP
e; =di —u;".

Prodem: Umgelungsdyamikunkekann. Lehrerweildauchnicht,wie’s geht.

Losurg: LerneerstWeltmodellM (zweitesBP-Netzwerk).M bildetz? o a® auf“Prediktionsvekta
yP* ah Soll zu erwartenen geancertenUmgehungszustangrophezeihenFur M zweitesHilfs-

Perfamanznall: .
B =Y 5 30" —ul)
j 2% i

Nachaem M trainiert: Friere M’s Gewichte ein. M dientals Approximationvon eval zur Berech-
nurg von Fehlegradienterfir C. Seicg.’ die Aktivation desj-tenKnotenin C beiEingabex?. Jedes
Gewicht w;; in C wird nungerraf

sz’j ~ —

0y, 5 il —dj)’ o p
S = ;ai ct (3.0
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geardert,wobei
o 03 Lyl — i)’
! onet?
gilt. Dazuberetinefir alle p zunachstdurchBP in M die Werte
oo AT )
: da¥

3.9

Isti AusgdekndenvonC' :

07 = fi(net})ry

Isti versteckteiKnotenderr-tenLagevon C:

67 = fi(net?) Z wy; 6} .

le Lagen >r

e ALGORITHMUS alsoganzsimpel: C' und M bilden zusammerGesamtnetz} hang an C’s
Ausgde, einfachdurdh M durchprgagierenohneM zuandernFehlerdurchM’s Eingakeknota
reinin C' (durch C’s Ausgdeknden),in C' Gewichtsandeungenwie gewohrt!

e Erweiteungen Dasselbamit rekurentenNetzen.

3.2 ANWENDUNGEN

e SimuliertenLastwagenmit AnhargerriickwartsanLaderanpeandoclen[40].

e Erlerrenzielgerichtéer Retinatrajektaen zur selektven Aufmerksamleitssteuemqg [61].
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GENERALISIER UNG

4.1

“EINF ACHE” MODELLE
GagyebenReihe:2, 4,6, 8, ... Wie heild nachstezahl? Antwort: 34. Warum?Weil Gesetz:
y =zt — 1023 + 3522 — 48z + 24.
Aber Intelligenzteswerlargt: 10 statt34. Warum?‘Einfache” Losungnbevorzugt.Ockhans Mes-
ser!GuteLernalgrithmen finden“einfacke” Losurgen.
Allgemen aberfundamentaleSchrate desLernbaen: Kein a priori Wissen— esbleibt nichtsals

exhaustve Suche.

Wasist “einfache” Struktu? Wasist “komplexe” Struktuf? Kolmogorov-Komplexitat: Langedes
kiirzestenProgranms, das Strukur generiet [28] [66] [10]. Eigentlich maschineablargig. Bei
gro3enStruktuen: Maschineunwichig:

Turing Maschire (TM) mit EingebebandRechenbnd,Ausgdeband

TM C: partielleFn.: fc : {0,1}* — {0,1}*

Esex. univ. TM U mitf.a.C,pex. uc : fo(p) = fu(pep), uc konstater Prefix.

Sei| s |:= Zahlderbitsin s.

pordentlich<> U liestalle| p | bitsundhalt (trag alsolnformationiberseineeigene.ange) Kein
ord. Prog.Prefixeinesanceren[78] [32] [11]!

Kolmogorovs-Kompexitat oderalg. Komplexitat, alg. Info:
I(s) =min{| p || pord., fu(p) = s}.

l.a.ist I(s) nichtberechebar— daskiirzesteProg.laltsichnichtfinden Und unbeweisbardafeine
Struktur besondeskomplex ist:

FormalesSystem:Axiome, fixe Schlussrgeln— syst.Aufz. Theoeme.
Barzdin Chaitin:Esex. k* sodallunteweisbar:(s) > I(aziome) + k*:
Seis* dass im erstenTheorent' I(s) > I(aziome) + k"

I(aziome) + k < I(s*)

I(s*) < I(aziome) + I(k) + O(1)

k < I(k) + O(1). FALSCHf. k > k*, da

I(k) < O(logzk). — GODEL!

Washatdasmit Lernenzutun?—

10
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4.2

OckramundBayes(1): P(D | w)P(w)
w w
- P(D)

OPTIMALES Lernen: Findew mit P(w | D) maximd. Propational zu P(w)! Hatmana priori
WahrschsodaRP(w) grofl3fur einfacte w: Ockhamautonatisch.Seiw Progammfir univ. TM. Es
ex. natirdiche “universelle” a priori W-verteilungauf allenhaltenderProgammen Die kurzensind
wahrscleinlicher also“besser”.Ein guterLernalgorithrrusfindetdie kurzen!

P(w| D) =

“‘EINF ACHE” KNN

Lernfehler versus Generalisierungsfehler viele Gewichteim NN: — Trainingsetwird beleilig
gerauangemhert — wie look-up table.Aber irgendwannsteigtGenealisierungsfehlerwieder! —
“Overfitting”: Netzkonzentriertsichauf Besonderbitender Trainingsmengestattder zugrundelie-
gerdenRegularitaten Netzzu komplex.

Wie ist Oveffitting vermeidar?

WennauchkiirzesteProgranmei.a. nicht aufiindbar, sodochoft relativ kurzeProgamme— Hoff-
nurg: Generalisierugs\erbesserungNN: Netzemit kurzerBeschreilong gesuch Daher bestrafe
Ubekompdexe NN: Moglichstwenigverstecke Knoten Gewichte,etc.

Heuristik: Moglichstkleine Gewichte durchZusatzfehlgerm:

Etotal = Esupervised + sz (41)

2%}

FEy,1q1 ableiten “WeightDecay” Schlie3lichpruning” derGewichtenaheNull (destrukive Metho
den.
“WeightDecay”wie obenist StandardAber einebefriedigendeL 6sury fur die Suchenach“einfa-
cheri Netzenexistiertzur Zeit nochnicht.
Alternative: stattvongrof3e& NN zu kleineren vonkleinenzu grol3eren(konstruktve Methoden).

SonstigAnsatze: “Soft WeightSharirg” [41]: FehlerternerzwingtahnlicheGewichte,verteiltnach
Gaussmixttmocellen — simpleBeschreibing.

Im Prinzipbesser‘MINIMAL DESCRIPTION LENGTH"(MDL)-V erfahren[66] [49][50]: Mi-
nimiere Information des Modells plus Information der Rekonstruktionsfehler! Hinton [18]:
Rauscherauf den Gewichten,je mehr RauschendestowenigerInformation. Wieder: Minimiere
Informationder Gewichte plus Informationder Rekonstriktionsfeher !

Funkioniertsehrgut: “FLA T MINIMUM SEARCH?” (separateMaterial)[21]
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REINFORCEMENT LERNEN

5.1 TEMPORAL DIFFERENCES

e ProbembeispielBackganmonspielenUnterscled zu ibewachtemLernen Kein Lehrersagtdem
SystemwelcherZug zu welchemZeitpurkt auszugbenist.

e Ansatz:Vorhesagerernen:waspassiertangfristig, wennmanjetzt diesenZug macht?Dazu

e “Temporal Differerce” Methaden(Samuel Sutton):Vorhersagen Markovumgehlungen [68][54].

Sequez von Beobachtngenz,,t € {1...n} einesdyn SystemsProblem:zu jedemZeitpurkt
t < n VorhesageP; UberdenfinalenZustandr,, = P,, machenPurerGradietenabstig:

n—1
0P,
Awt =—ad (P, - P)—.
; ow

StattdessermD(A)-Methoden:
n—1 t oP
AT = -y (Py1 — P)Y AR
;( i1 — P) 1; 50

(0 < X < list'Schwurdfakta).

e FUr A = 1 emibt sichexaktderpure Gradiertenabstig.

Manchmalist TD()) aberfur A # 1 besserBei absorlerendernMarkov-Prozesselz.B. Brettspie-
len) korvermgiert lineares TD(0) zu denoptimalen Voraussageffmaximum likelihoad estimates’).
(Markov-Prozel3:Prozelibeidemdie Weitere/olution von einemgegeltenenZustandzur Zeit ¢ nicht
vonfriherenZustinderabléngt. Absorbierende Markov-ProzeRWahrscheinlickeit der Termirie-

rungist1.)
e Ab jetzt: TD(0). InkrementelleAlgorithmus:
OP,
A’UJ;:F = —Oé(Pt+1 - Pt)a—uj
VorhersagalereigenerVorhesage!Z.B. mit BackpropNetzenodersonstigerFunktionsappraima-

toren

o kumuative Voraussaien zu jedemZeitpunk ¢ seidie Sumne nochaussteheret Reinfocementsi-
gnde Ry zuallenspaterenZeitpunkenk vorhezusagenNachderLernphasesoll fur alle ¢ gelten:

m

B = Z’Yth-i-k-',-l-
k=0

12
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0 < v < 1 ‘Discouwntrate’, welchebestimmt,wie stark Erwartungen tibe verschielenweit in der
Zukunft liegenck Ereigrissedie Gewichtsanderungmit beeinflissensollen.NachobigerGleichury
soll gelten:

Pt = Rt+1 + ’}’Pt+1.
Gilt aberin derRegelnochnicht! Also Gewichtsarderung

0P

Aw! = — Pi1 — P)—.
wy a(Rey1 +vPit1 %) 0

¢ WiederBeispiel:BackganmonspielenTD-Lernenmit Backpiop-Netz Eingeébe: Repésentatia der
SpielstellungAusgade: Bewertung. Gelerntwie oben R; ist 1 falls Sieg fir Schwarz, 0 sonst.
Gewahltwird derZug, derin denNachfolgezustandnit derhdchsterBewerturg fihit. Systenspielt
ca.10% mal gegensichselbst.Ist schlieRlichbesserls dasbestehanderfertigte Progranm, undso
gutwie die drei bestermenschlSpielerderWelt [70].

o Warumfunktioniert’s?U.a.,weil BackganmonZufallskomponentehat. Allgemein aberlieber statt
dessen:

5.2 Q-LERNEN

e n mogliche Zustince 21, x2, ..., T,. m mogliche Aktionenay, as, ..., an,. Zur Zeit t: z(t), a(t), Re-
inforcementr(t), Q-TabelleQ: n x m-Matrix.
e Algorithmus[72]: Q-Tabellezufallig initialisieren.DannKernschleife:

1. BeobachtgetzigenZustandz(t). Wahlezufalligp € [0,...,1]. Fallsp < u € [0,...,1] (z.B.
u = 0.1): Wahlea(t) zufallig. Sonstwahlea(t) so,dal@Q)(z(t),a(t)) maximal.

2.Fuhrea(t) aus,erhaltex(t + 1) undr(t).
3. Setze

Q(z(t),a(t)) < (1 — )Q(x(t), a(t)) + a(r(t) + v mazsQ(x(t + 1),b)),
wobeia Lerrrateund0 < v < 1.
e EsexistiertBeweis,daRQ-Lerrenmit look-up tableskorvemiert.

e Mit BackpropNN stattQ-table:Kein Korvergerzbenveismehr aberguteprakischeResultateZustinde
durch Eingatevektorenz(t) rep@sentiet. Aktionendurch Eingalevektorena(t) repigsentiert.Netz
siehtZustands/Akonspaarevie (z(t), a(t)). Ein AusgaleknotenAusgadeheiltwiederQ(z(t), a(t)).
Modifikationenzu oben:

Schritt3. TatsachlicheAusgabedesNN: Q(z(t), a(t)). GewlinschteMVertaber:
r(t) + v mazpyQ(z(t + 1),b).
TrainereNetzmit backpropundn > 0 alsLernrate.
e Anwerdungen: Brettspiele Agenten und Robotesteuerungz.B. [33].

¢ Erweiteungen Weltmodelle (“DYNA-Q”). Modellretz lernt, Zustandilbeigange vorherzusagen
Systemmachtstattwirklicher Q-LernExperimentemanchnal (oft) “mentaleExperinente”mit sei-
nemModell. Gut, falls Expeimenteteuer(Flugzewabstirzeetc.). Anwendingen Hindemisvermei-
durg [69] [38].
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5.3 BEZUG ZUR DYNAMISCHEN PROGRAMMIER UNG

e Am einfaclsten:Diskreterdeteministischermehrstufigr Entsché&@ungsproze3hdchstensabzh-
barviele TransfomationerbestimmerProzeRerlauf.Prozelstarteim Zustandp 1, fir¢ > 1:

pe =T (Pt—1,q-1)-

Zu maximerenseifir n-stufigenMarkov-PrazeRKostenfuktion U (¢ 1, g2, - - -, ¢n)-

HatU z.B.die Form
U =ulp,q1) + up2,q2) + - .. + u(pn, qn),
soist Markov-Eigerschaftgewvahrleistet.
¢ BellmansOptimalitatsprirzip [8]: Eine optimaleFolge von sukzessive&ntsdeidungen (eineopti-
maleStratajie) hatdie Eigensaft, dalBunabhangig vominitialzustand desProzesseandder ersten

Entstieidungdie noch ausstehenehEntstieiduingeneineoptimde Strategie beziiglich desZustands
darstellen,der ausder erstenEntsdeidungresultiert.

Daherfur Markov-Prazesseder Ansatzderdynamisben Programmieruig: Rekursy definiertman:

f1(p1) = mazg,u(p1,q)

und
ft(p1) = mazg, (w(p1, 1) + fi—1(T(p1,q1)))
DurchdasOptimalitatsprirzip ist derBeitragderletztenn — 1 Schrittegleich f,,—1 (T'(p1, q1))-

e SeipdieZahlderDimensioren,die zur Beschreibing derProzeRastindenotwerdig sind.Die Aus-
wahloperationeinesPunktesm pn-dimersionalenRaumwird redwiert aufn Auswahlogerationa
im p-dimensionalerRaum.

e Q-Lemenist nur eineinkrementelleon-line Variantederdyn. Prog.!

e HAUSAUFGABE: ImplementiereQ-Lerren und vewendees zum Findenvon Wegenin einem
Labyrinth.
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UNUBERWACHTES LERNEN

6.1

6.2

WARUM?

interne Repiasentatiolesp-tenEingalevektas 2 ? sein-dimensionaleiektory? . Findenitzliche,
weitgetendzielunalhangige Rep.!Nutzlich?—

Finde“Reguaritaten” in denEingabensodaf3z.B. ohnedetailliertesvorwisseniberspaterzuldsen-
de AufgabenEffizienzgevinne erwartetwerdenkdmen.Im folgenden: “Reguarit aten” = statisti-
scheRedunanz.

(1) Reduanzminimieung fur kompakteRep#@sentatioen, effizienteKlassifikationserfahrenund
besser&enealisierungshhgkeit.

(2) Informationstransmissionsmaximiergn

(3) Delorrelationzur Bestleurigung tiberwaditer Lernvorgange. z.B.: Uberwactt lernerdeslinea-
resNetz L, Eingabenmit unkorreliertenKompaenten,— Hessematrix

Vwr Vuwr EL

von L’s Fehlerfunktion E, diagaal (wy,: L's Gewichtswektor). — 2. AbleitunglaRtsichbillig be-
recmen— effizienteMethoden2. Ordrungzur Lernbeschleuigung

(3b) Kausaldtektionin Eingalestromen
(4) Extraktionvorhersagbarer nicht-trivialer Musteeigensdaften.

Prodem: Aneignung von Informationtiberdie Umgelung— aberkein Lehret Wasist Information
Ubehaup? Kolmogorov Information kenren wir schon Meist ist jedochstatistischelnformation
gemeént (Shamon)[64].

INFORMA TIONSTHEORIE

InformatiorsmalH : n Ereignissenit Wahrschpy, ps, ...p,. Y, pi = 1. Entrqpie H (p1,p2, . . . , Pn)
soll sein:ErwartungswertdesinformationsgehlteseinesZeichens.

H=-K Zpilogpi, (K const. > 0).
i

Istadditv: H(X) + H(Y) = H(X,Y) fallsZv. X,Y unabh

bedngte Entrope:
H(Y | X) == pli,)logp(j | i)

1,3

15
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¢ Wechselseitigénformationzw. X undY:
IX,Y)=HX)-HX|Y)=HX)+ HY)- H(X,Y).
o Kullback-Leiker Distanz[29]: Zwei Verteilungen,T undP. « indiziert die mogl. Falle.
Ty
G(T;P) = Eaj Talogp—a
Auchfir “Boltzmam Maschiné [17]. Interessan

I(X,)Y) = Zp(w,y)logﬁiw = G(gemeinsame Vert.v.X,Y;unabh. Vertv.X,Y)
o,y

z,
p(z)p(y)
G-MAX-algorithnus[45].

6.3 ALGORITHMEN FUR DEKORRELATION, INFOMAX

Sieheauch[5].

e Wechselseitigénformationund NN:
1. X Eingebe, Y Ausgale. Maximiere Informatiorstransmission/ (X,Y) = H(X) + H(Y) —
H(X,Y) = H(Y) (daEingaenfeststehen).

2. X Ausgdevon Modull, Y Ausg@devon Modul2 BeideModule sehernvemwandte aberundei-
cheEingalen (Beispiel: Stereogamm).Maximiere H(X) + H(Y) — H(X,Y) — washabendie
Eingabengemeinsam®m Beispiel:die Tiefe). Sieheauch[6] [62] [7].

e Zu 1: BeilinearemNetzmit nur einerAusgabeGewichtew, Rauschtermm: y 7 = wxz? + n:

_1 VAR(y1)
I= 2ln( VAR(n) ). (6.9
Ableiten — Hebbrgelvariarie [35][36].

Wird nunzu jedemEingéesignaRauschemit VarianzV (n) addiet:
VAR(y1)
VAR(n) Y, w?
(w; Gewicht vomi-ten Eingabekroten).Der resultierend Lernalgrithmus ist aquivalentzur Maxi-

mierung der Ausgalevariare untergleichzétiger Minimierung der Lange desGewichs\wektas, was
derAnalysederprinzipiellen KomporentendesEingabeensemles enstpricht.

1
I = in( ) 6.2

e Heblvariante sindbiologisch plausibleAlgorithmenfir autonatischeDekorrelation.Expaimente
liefern“On-CenterOff-SurtoundStruktuen”.

¢ Nunmehralsein Ausgakeknden: Maximiere

1, Det(Qy))
I=zin(=—/==*
2™ S AR
wobei Q(y) Kovarianzmaiix. Dekorrelation der Ausgden,V AR(n) klein. Sonsterhbht sich die
Redumlanzdery-Knoten.

), (6.3

Partielle Abl. von Det(Q(y)) beziglichallery; berechen! Biologischunplatsibel.

¢ ExperimenteTopdogieerfaltendeAbbildungenvurdenaufunibernachtéWeisegefunden!— nachster
Punk.

e CompuerangpaldterAlg. von Kohoren [27] zur Generieung topolayieerhalteder Abbildungen
(Anwendung z.B. Optimieungspobleme).Aber Kohoren-Algaithmusscheintin gevissemSinne
nur Konseqenzeinesallg. Prinzips zu sein.SieheabernactstesKapitel.
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6.4 FAKT ORIELLE CODES

e Det. Abb. von Eingebemsternz? auf Ausgalevektaeny?. JedeKomponentey; von y nimmt bei
mit Wahrsch.P(y; = a) denWerta an.FaktorielleCodesdefiniet durch

Vp: P(zP) Hp yi = 7). (6.9

Ist Codereversikel (informationserhltend)soist Abb. vonz ? aufy? bijektiv undesgilt Vp : P(z?) =
P(yP). Dannfaktoridle Coded2]:

Vp: P HP Yk = yk (65)

Die einzelnerKompmentenvony misseralsostatistischvoneiranderunabléangigsein.

e Warumfaktaielle Codes?
(1) Verbesserungraditiondler statistister Klassifikationsmethden.
(2) Eingébesgmertierung KompressionDatenediktion.
(3) Occams Rasiermesser
(4) SchrellesLernen.
(5) Neuigleitsentdeleung

e BinareFaktoielle Codes:
E(y; | {yr, k # i}) = E(yi)
Wie kriegt mansie?
1. MinimierungderBitentropiesurme[3]:

—ZP 1)logP(y; = 1) ZP 0)logP(y; = 0). (6.9

2. Vorhersabarkeitsminimerung[59]. Netz mit m Eingakeknoten undn Ausgateknden oderCo-
deknoten.i-ter Codekmtenliefert Ausgale y? € [0, 1] in Antwort auf Eingatevekta z?. Fur jeden
Codeknoten existiert Prediktornetz, welchesversucht, den Codeknotenausden verbleibenden
n — 1 Codeknotenvorherzusagen. Doch jeder Codeknoten wehrt sich, indem er versucht, so
unvorhersagbarwie moglich zu werden. Dazumuf3er lernen abstrake “features” derEingaleda-
tenzucodiere, sodaRer statistischvondenandeenCodelnoteunath. wird. Wie?Prediktanetzfir
Codelnoteni heitP;. SeineEingate sinddie {y%, k # i}, seineAusgdeheiltP?. P; minimiert

D (PP —yl)? (6.7

p

undlerntdamitdenbedinden ErwartuingswertE (y; | {yx, k # ¢}). Dochdie Codekmtenmaximie-

rendieselbeZielfunktion:
Vo =Y (PP —y?) (6.9
4P
Predikorenund Codekotenco-evolvierenim KampfgegereinanderV ¢ ist im wesentlicheraqui-

valert zu
> VAR(y:) - Y _(P? — ), 6.9
i %,p
wobeiy; MittelwertderAusgdevoni, V AR ist Varianzgerator
Anwerdung Buchstabentder mit Auftretensvahrscheilichkeitengené engl.Sprachd34].

(Mit) ambesterfunktioniert: “FLA T MINIM UM SEARCH” (separateMaterial)[21]
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SELBSTORGANISIERENDE
KARTEN

7.1 NeurophysiologischeMotivation

im Cortex 2-dim. Schicht(Karte)von Neuraen;
durchlateralelnhibition (seitl. Hemmung) unteeinande verbunden
Eingangssignal aktiviert Neurore gemaf
fr = U(Zl WV + ZT/ grr’fr’ - ®)
f: AktivierungeinesNeuras
o: sigmoideFunkion
g~ RUckkopplurg vom Typ lateralelnhibition; fur kurze Distanzenerregerd; fur lange
Distanzerhemrmend
Durch die lateralelnhibition entstehtin der Karte ein einziger zusammehnangewler Clusteraktivierter
Neurane.Die LagedesClusterzentrmsist abh.vom Eingargssignal

7.2 Kohonen's Modell

Naherungsanname:Der Ort r’ maximaler Erregungist vom Eingangssignak allein ablargig.
Bedingungen:

1.y, w? konst. fur alle Neuramegleich

2.|jo|| =1

danngilt: ||w, — || = min||w, — v]|; Wy := [Wpty ery Wrg] (L)

diesdefiniertfur festew einenichtlin. ProjektiondesRaumeder Eingamgssignaleauf die 2-dim. Neurc
nenschibt.

NeurmereaderendurchAnpasservonw

Kohmens Algorithmus(1982)

0) ‘Initialisierung’: Startemit geeigretemAnfangwerternw ., z.B. zufallig
1) ‘Stimuluswahl’: WahleentsprecandderWahrscheitichkeitsdichteP (v) einenzufalligenVekta v (Sen-
sorsignal)
2) ‘Response’BestimmeErregungszentrunt’ aus(l)
l[v —wp|| < |lv—w[|[Vr € A
3) ‘Adaptinsschritt:w?* = w2 + eh,.. (v — wt)
4) veriingereLerrratee undh ., .
gehezu 1)
sowvohl die Lernratee alsauchdie Nachbaschaftsfunkon A ... miissenim Laufe derZeit gegenNull

18
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korvergieren.

7.3 Vergleich zur Datenkompression

E[W]: ErwarturgswertdesquadratischerRelonstrukionsfehles
EW] = [|lv = wp (v)||*P(v)dv
=1 __3
2 T 2(2n+1)2
n definiertiberNachbaschaftsfunkon h ... = 1 fur||r — '|| < n;0 sonst

beiVektaquariisierung(allgem Ansatzzur Datenlompressionyilt: k = 2

7.4 Vergleich zur Varianzanalyse

bei Varianzaalysesind w? die D nomierten,eigenwertgdRtenEigervektoren der KorreldionsmatrixC
derDaten(w?: Haugachsen)

bei Kohone: nichtlineaer Zusammehangzwischenr; undv;. Hauptacke entsprichtder Haugkurve,
Hauptnannigfltigkeit.
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EVOLUTION ARE STRATEGIEN

8.1 GENETISCHE ALGORITHMEN

Siehe[23].

e “Pool” von BitsequenzetiesterLangen. JedeBitsequenzwird an zu l6senderAufgabe getestet.
GutederPerformaz: reelleZahl (Fitnes3.

e JehbherdieFitnesseines'Genotyps”, destochdherdie Wahrscheinlichkit, daRersich“fortpflanzen”
darf. Zwei Genotypen(erfolgreichebevorzugt) tauscherigenetischedviaterial” in Formvon Bitsub-
sequemenaus.Gelgyertlich auch“Mutationerf (zufallig ausg&vahlte Bits werdendurchKomge-
mentersetzt).

e Genaypenmit hoherFitnessverdange nunausdemPool solchemit niedrigerFitness
e lteriere Verfatren, bis Gendyp mit geriigendhoherFitnessentstanderst.

¢ Auf neurmaleNetzemit binarenGewichtenlaftsichdasVerfahienohnegrole Umschweié anwen
den Scheintabernichtallzuviel zu bringen.

8.2 EIMERKETT E

Siehe[24].

e Botschafterin Form von Bitsequenzemer Langen kdnmenvon der Umgelung odervon “Klas-
sifikatoreri auf der globalenBotshaftentafelplaziertwerden. JederKlassifikatorbestehtaus“Be-
dingungssegenz” und“Aktionssegienz”.Beide Teile sind Sequenzeaus{0, 1, } ", wobei“_" das
“dont caresymbd” ist.

¢ JedeKlassifikatorhatpositive reelleVariabledie “Starke”.

¢ BestimmteBotschafteraufderBotschaftentfel veradassenAgenten bestimmteOperatioenin der
Umgéungauszuiihren.Exterrer Kritik er verteilt u.U. Belohnumg (Auszahlung) andie gegenwartig
aktiven Klassifikatorenderen Starke daduch wachst.

e Zyklus : Vergleiche alle Botschafterauf der Botschaftentadl mit den Bedingumgssequerenaller
KlassifikatorenJedeiKlassifikator desserBedingungsteilmit wenigstensinerBotschaftiberein
stimmt, bereehnetseinen‘Wetteinsatz, indemer seineSpezifiziét (die Anzahlder Bits in seinem
Bedingungsteil,die keine“ s sind) mit dem Produk seinerStarke und einerkleinen Konstanta
multipliziert.

Die hoctstbietenderKlassifikatorendirfen fur den nactstenZyklus nunihren Aktionsteilauf die
Botschaftetafel schreiken. (Tritt dabé das” " in einer Aktionsseqenz auf, so wird dasentspe-
cherdeBit der“triggernden” Botschaftiilbenommen.)

20
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Fur dasSchreibepvileg missendie Gewinne allerdings mit ihrem Wetteinsatzezalten, welcher
unterdenjenign Klassifikatorerverteilt wird, die wahenddesletztenZyklus die Vorraussetzugen
fur die Schreibperationa derGewinnerschufen.

¢ Jedeiin einerbestimmterituation“aktive” Klassifikatorwird alsoschwachemerdenwennerseine
Verlusteim nachstenZyklus nicht wiederausgleichermdea garmehrals wettmacherkann Der Er-
folg eineszu einemgegelenenzeitpurkt aktivenKlassifikatorshangtrekuisiv von denErfolgen sei-
nerNachblgerah (ein Ansatzfur “tempoial creditassignment”wie EimerkettezumFeuerbsclen).

o Variarte fur KNN: [56].

8.3 “ARTIFICIAL LIFE”
Siehez.B.[48] [47] [14].
e Wasist LebenBiologe: Esrepraluziertsich,undevolviert.

e Diestrifft auf“ktinstlicresSilikonleberi auf Digitalrechnernzu. Beispiel[48]:

e Orginalassemblersegnz(ca.80bit) bestehtm wesentlicherausCodezur Selbstreprduktion. Ge-
legertliche Mutatioren. Limitierte Ressourcen:Bitsuppe” umfalRtnur 600® bits. Kopiender Or-
ginalsssemblersequeriiillen raschdie Bitsuppe,ist diesevoll, beginnt eingebautesAbsterberund
Konkurrerzkampf abjetzt iubetebendie Sequenzemndie sich mit demgeringstenAufward am be-
stenvenielfaltigenkdnmen.Esentstehezahlreicte neue“Arten”, “Parasiten” etc.

¢ Interessanfiir Studiumder Evolution, praktischeVerwetbarlkeit fiir zielgerichetesLernen jedot
noch unkar.
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