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Kapitel 1

UBERBLICK

e ZEIT/ORT: Freitag, 10.00-12.00
e GEBIET: ... priifbare Vorlesung
e HORERKREIS: nach DVP, Ausnahmen méglich

e VORAUSSETZUNGEN: DVP Wissen; Material aus der Vorlesung Maschinelles Lernen I;
etwas Algorithmen und Berechenbarkeit/Logik ist von Vorteil. Voraussichtliche Bedingung
zur Vergabe eines benoteten Scheins: miindliche Priifung.

e GEEIGNET einerseits fiir Studienschwerpunkt Algorithmen und Berechenbarkeit/Logik, be-
sonders aber auch fiir Fopras, Hauptseminare und Diplomarbeiten im Bereich des maschi-
nellen Lernens.

WARNUNG: Dieses Skript bietet IThnen lediglich ein skelettartiges Geriist eines Teils des Vor-
lesungsstoffes, namlich desjenigen Teils, der fiir’s maschinelle Lernen relevante Grundlagen der
algorithmischen Informationstheorie abdeckt. mit dem Sie Ihre eigene, hoffentlich detailliertere
Mitschrift vergleichen kénnen. Bitte tberpriifen Sie selbst noch einmal alle mathematischen Her-
leitungen. Der Dozent freut sich tiber jeden Fehler, den Sie entdecken. Gute Begleitlektiire: [22, 12].
In der Vorlesung wurden auch folgende separate Arbeiten behandelt: [35, 34].

1.1 INHALT

Die Kolmogorov Komplexitéit eines berechenbaren Objektes ist die Lénge des kiirzesten Pro-
gramms, das das Objekt berechnet. Sie ist im wesentlichen unabhéngig von der Maschine, die
das Programm ausfiihrt. Konzepte der Theorie der Kolmogorov Komplexitit stellen Informati-
onstheorie und Wahrscheinlichkeitstheorie auf eine neue Grundlage. Sie finden mehr und mehr
Verwendung in den verschiedensten Bereichen, u.a. auch dem maschinellen Lernen. Subziel der
Vorlesung ist das Verstdndnis der wesentlichen fiir ML relevanten Grundlagen sowie einiger be-
deutender Anwendungen.

e Kolmogorov Komplexitit
a) Uberblick, Einfithrung von Turing Maschinen etc.
b) Definitionen und Varianten

¢) Invarianztheorem

d) Halteproblem und Unberechenbarkeit der Kolmogorov Komplexitét

e Algorithmische Wahrscheinlichkeit

a) Probleme der konventionellen Wahrscheinlichkeitstheorie
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b) Solomonoff-Levin Verteilung
¢) Algorithmische Entropie

d) Dominanz der kiirzesten Programme

e Algorithmische Informationstheorie

a) Einfithrung in relevante Konzepte der Informationstheorie: Entropie, Kullback-Leiber Di-
stanz, wechselseitige Information.

b) Bedingte Kolmogorov Komplexitét, bedingte algorithmische Information, Unterschiede
zur klassischen Informationstheorie.
e Was ist Generalisierungsfihigkeit? (Hierzu gibt’s zusétzliches, separates, weiterfithrendes
Material, insbesondere Hutter’s Folien)
a) Fundamentale Schranken des Lernbaren
b) Ockhams Rasiermesser: bevorzuge einfache Datenmodelle.
¢) Solomonoffs Theorie der induktiven Inferenz
d) Das Prinzip der minimalen Beschreibungslinge
e Kolmogorov-basierte Such- und Lernalgorithmen. (Hierzu gibt’s zusitzliches separates, wei-
terfithrendes Material)
a) Levin Komplexitét
b) Der optimale universelle Suchalgorithmus und seine inkrementellen Erweiterungen

¢) Maschinelle Lernverfahren zur Bestrafung iiberkomplexer Datenmodelle. Anwendungen
fiir neuronale Netze.

d) Mogliche Erweiterungen fiir inkrementelles Lernen



Kapitel 2

EINFUHRUNG

“We are to admit no more causes of natural things (as we are told by Newton) than
such as are both true and sufficient to explain their appearances. This central theme is
basic to the pursuit of science, and goes back to the principle known as Occam’s razor:
“if presented with a choice between indifferent alternatives, then one ought to select
the simplest one”. Unconsciously or explicitly, informal application of this principle in
science and mathematics abound.” (Li and Vitényi in [21].)

2.1 GRUNDLAGEN

e Die erste Zahl ist gleich 2. Die zweite Zahl ist gleich 4. Die dritte Zahl ist gleich 6. Die vierte
Zahl ist gleich 8. Wie lautet die fiinfte Zahl? Sie lautet 34, denn die nte Zahl ist gleich

n* —10n> + 35n% — 48n + 24.

Aber 1Q-Test verlangt Antwort “10”. “Simple” Losungen bevorzugt! Aber was heifit “sim-
pel”?

e Im folgenden: Simplizitdt bzw. Komplexitit berechenbarer Objekte definiert iiber die Linge
der kiirzesten Programme, die die Objekte berechnen.

e Zunichst: Turing Maschine (TM) mit Eingabeband, Rechenband, Ausgabeband. Lesekopf
fiir jedes Band. Eingabekopf nur nach rechts riickbar. Ausgabekopf nur nach rechts riickbar.
Rechenkopf in beide Richtungen riickbar. Alphabet fiir Eingabeband: EA = {0,1}. Alpha-
bet fiir Rechenband: RA = {0,1,_}. Alphabet fiir Ausgabeband: AA = {0,1}. TM hat n
Zustéinde Zq, ..., Z,. Z7 Anfangszustand. Kann m Aktionen ausfiithren: Ay, ..., A,,. Menge
aller Zustande: Z. Menge aller Aktionen: A. n x 3 Tabelle bildet Paar (z,¢) € Z x RA auf ein
Paar (a,2) € Ax Z ab (c ist Zeichen auf dem Feld {iber dem Rechenkopf). m = 9 Aktionen:

1. Halt. 2. Riicke Rechenkopf ein Feld nach rechts. 3. Riicke Rechenkopf ein Feld nach links.
4. Schreibe ‘_’ auf Feld iiber Rechenkopf. 5. Schreibe ‘0’ auf Feld iiber Rechenkopf. 6. Schreibe
‘1’ auf Feld tiber Rechenkopf. 7. Mach’ Zeichen iiber Rechenkopf gleich dem Zeichen iiber
Eingabekopf und riicke Eingabekopf ein Feld nach rechts. 8. Mach’ Zeichen iiber Ausgabekopf
gleich ‘1’ und riicke Ausgabekopf ein Feld nach rechts. 9. Mach’ Zeichen iiber Ausgabekopf
gleich ‘0’ und riicke Ausgabekopf ein Feld nach rechts.

e TM C: partielle Fn.: fo : {0,1}* — {0,1}*. Undefiniert, wo C nicht hilt.

e Selbstbeschrinkende Programme. Sei | s |:= Zahl der bits im bitstring s. p selbstb. <>
U liest alle | p | bits und halt (trédgt also Information iiber seine eigene Lénge). Kein selbstb.
Prog. Prefix eines anderen [43] [18] [4]!
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e Compilertheorem. Bekannt: Es ex. univ. TM U so dafi f.a. TM C ex. pc : fe(p) = fu(pep)
f.a. Programme p, wobei pc konstanter Prefix (Compiler).

e Kolmogorov Komplexitit (auch algorithmische Komplexitit, alg. Info). “Moderne” Fas-
sung:
Ky (s) =min{| p || p selbstb., fu(p) = s}.

(Frithere Fassung: es wurde kein Wert auf selbstbeschrinkende Programme gelegt.)

e O-Schreibweise.

f(z) = O(g(x)) falls positive Konstanten ¢, xo existieren, so da8 | f(z) |< ¢ | (g(z)) | fiir
alle z > xg.

o Invarianztheorem. Ky, (s) = Ky, (s) + O(1) fiir 2 univ. TM U; and Us. Warum? Wegen
Compilertheorem.

Ab jetzt: wir withlen eine universelle TM U und schreiben K(s) = Ky(s).

2.1.1 WIEVIEL IST KOMPRIMIERBAR?

e Zufillige Zeichenketten: Solche s, deren kiirzestes Programm nicht wesentlich kiirzer als
sist: K(s) ~|s|.

¢ Regelmiflige Zeichenketten: Solche s, deren kiirzestes Programm wesentlich kiirzer als
s ist: K(s) <<| s |.

e Fast alle Zeichenketten sind unregelméflig: Zahl der bitstrings mit n oder weniger
bits: 2"T1 — 1. Zahl moglicher Programme mit weniger als n bits: < 27. Zahl moglicher
Programme mit weniger als n — k bits: < 2"~%. Hochstens ein Tausendstel aller bitstrings
der Léange 1000000 lassen sich durch ein Programm berechnen, welches weniger als 999990
bits umfafit.

2.1.2 UNBERECHENBARKEIT DER KOLMOGOROV KOMPLEXITAT

La. ist K (s) nicht berechenbar — das kiirzeste Prog. 148t sich nicht finden.

Dazu: Berry’s Paradox: “Finde die kiirzeste Zahl, deren Beschreibung mehr Zeichen benétigt,
als in diesem Satz sind.”

Oder: “Finde die kiirzeste Zahl, deren Beschreibung weniger als 1000000 Zeichen benétigt.”

Die kiirzeste Beschreibung hat also mehr als 1000000 Zeichen. Aber die Zahl 148t sich doch
offensichtlich mit weniger als 30 Zeichen beschreiben? Paradox.

Man muss formaler werden. Betrachte den ersten Bitstring, von dem bewiesen werden
kann, daf} seine Komplexitdt 1000000 Bits iibersteigt.

Dazu: Schreibe Programm, daf§ bei gegebener formaler Sprache mit Menge von Axiomen und
Schlufiregeln alle Theoreme geordnet nach Beweisldnge ausgibt. Irgendwann wird jedes Theorem
ausgedruckt werden.

Betrachte nun “den ersten String s mit Beweis von (K (s) > 1000000)”. Kann durch kurzes
Programm (fixer Linge) gefunden werden, das systematisch alle Beweise auflistet, bis es s findet
(Programmeingabe ist 1000000 - kann durch 1og1000000 Bits dargestellt werden).

logn + ¢ Bits reichen also, den ersten String s mit Beweis von (K(s) ; n) zu berechnen. Wider-
spruch, da logn + ¢ viel langsamer wéchst als n!

Fiir grofl genuge n kann also der erste String s mit Beweis von (K (s) > n) nicht existieren!
Fiir grofl genuge n kann nicht bewiesen werden, dafl die Komplexitéit eines strings n iibersteigt,
obwohl die die Komplexitéit fast aller strings n iibersteigt!
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ALGORITHMISCHE
WAHRSCHEINLICHKEIT

Hierzu gibt’s zusétzliches, separates, in der Vorlesung besprochenes, weiterfithrendes Material,
insbesondere Hutter’s Folien. Hier nur ein grober Uberblick iiber ein paar relevante Konzepte.

Axiomatische Wahrscheinlichkeitstheorie: [13]. Jeder verwendet sie. Aber seit langem &rgert
man sich iiber das Problem des Bezugs zur realen Welt und zu relativen Héufigkeiten. Beispiel:
Ereignis A habe best. Wahrsch. Dann: “Bei n Versuchen liegt die Zahl der Ereignisse A mit
Wahrscheinlichkeit P zwischen zwei Zahlen a und b”. Schon von Mises [40] kritisiert zirkulédre
Argumentation.

3.1 SOLOMONOFF-LEVIN VERTEILUNG

Im folgenden: Programme halten, sonst sind sie keine.

Py (s), die a priori Wahrsch. des bitstrings s, ist die Wahrsch., ein (haltendes) Programm fiir
U zu raten, welches s berechnet.

Dabei “raten” wie folgt definiert:

TM wie im Kapitel 2. Unterschied: Zu Beginn der Rechnung (TM im Initialzustand) ist Ein-
gabeband leer. Wann immer Eingabekopf nach rechts riickt, wiirfle das néchste Bit: Mit Wahrsch.
% schreibe ‘1’ in das Feld iiber Eingabekopf. Mit Wahrsch. % schreibe ‘0’.

e Wahrscheinlichkeit, bestimmtes Programm p zu wiirfeln, ist %lp = o-lnl,

e Summe aller dieser Wahrscheinlichkeiten kann 1 nicht iibersteigen (kein haltendes Programm
ist Prefix eines anderen).

Algorithmische Wahrscheinlichkeit der Bitkette s:
Py(s) = > palld
Prog. p:fu(p)=s

Algorithmische Entropie der Bitkette s:

Hy(s) = —logaPy(s).
Wegen Invarianztheorem:

Huy, (s) = Hu,(s) + O(1)
fiir 2 univ. TM U7 and Us. Daher
Py, (s) = Pu, (5)27°W = P, (s)O(1).

Daher ab jetzt: wir wihlen eine universelle TM U und schreiben P(s) = Py (s). Rechtfertigung
des Namens “universelle a priori Wahrsch.”.
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3.2 DOMINANZ DER KURZESTEN PROGRAMME

Es 148t sich zeigen:
K(s) = H(s)+ O(1). (3.1)

Da H(s) = —logP(s), gilt

P(s) = (2)K©-00) _ 90()9=K(s) _ 0(9~K(=)y,
2
Die Wahrsch., irgendeins von s’ Programmen zu raten, ist im wesentlichen gleich der Wahrsch., s’
kiirzestes Programm zu raten. Die Wahrsch. von s wird dominiert von seinen kiirzesten Program-
men.
Beweis z.B. [21] S. 224.
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ALGORITHMISCHE
INFORMATION

4.1 KONVENTIONELLE INFORMATIONSTHEORIE
Nach [37].

e Informationsmafl H: n Ereignisse mit Wahrsch. py, pa, ... pn. Y, pi = 1. Entropie H (p1,p2, ..., Pn)
soll sein: Erwartungswert des Informationsgehaltes eines Zeichens.

H = —KZpilogpi, (K const. > 0).

Ist additiv: H(X) + H(Y) = H(X,Y) falls Zv. X,Y unabh.

e bedingte Entropie:
H(Y | X) == pli,j)logp(j | i)

2%
e Wechselseitige Information zw. X und Y:

IX,Y)=HX)-HX|Y)=HX)+HY)- H(X,)Y).
e Kullback-Leiber Distanz [15]: Zwei Verteilungen, T und P. « indiziert die mogl. Félle.

Ty
G(T;P)= Z TalogP—

Interessant:

I(X,)Y) = Zp(x,y)logjzg(fi’y) = G(gemeinsame Vert.v.X,Y;unabh. Vert.v.X,Y)
'/E)y

p(z)p(y)

4.2 ALGORITHMISCHE INFORMATIONSTHEORIE

Bedingte algorithmische Komplexitit. Angenommen, TM U beginnt ihre Rechnung, wenn
bereits eine nichtleere Bitkette x auf Rechenband steht. Bedingte algorithmische Komplezitit

K(s|z)=miny{|p|: fulp) =s, bei gegebenem x auf Rechenband}.

Sagt: Wieviel Information muss man zu dem addieren, was man schon kennt (x), um s zu erhalten.



KAPITEL 4. ALGORITHMISCHE INFORMATION 8

Weiter definiert man bedingte algorithmische Wahrscheinlichkeit

P(s|z) =

und bedingte algorithmische Entropie
H(s|z)=—logP(s|x).

Wir haben also
H(s,x)=H(s)+ H(z | s).

4.2.1 GRUNDLEGENDE BEZIEHUNGEN

Wir wissen ja schon:
H(s) = K(s) + O(1).

Daraus ergeben sich viele Moglichkeiten, obige Beziehungen mit Hilfe von Kolmogorov Komple-
xitdt K umzuschreiben.
Anmerkung: Fiir fast alle s ist

K(s)=|s|+K(] s ).

Die Information, die das haltende Programm iiber die Lénge seiner eigenen Ausgabe trigt, betrigt
niamlich K(] s |). O(logs) ist obere Schranke fiir K (| s |). Also:

K(s) <=| s | +O(logs) + O(loglogs) + O(logloglogs)...

Hieraus ergeben sich erneut viele Moglichkeiten, Beziechungen aufzustellen. Hausaufgabe!
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MASCHINELLES LERNEN

Hierzu gibt’s zusitzliches, separates, in der Vorlesung besprochenes, weiterfiihrendes Material,
insbesondere Hutter’s Folien. Hier nur ein grober Uberblick iiber ein paar relevante Konzepte.

5.1 INDUKTIVE INFERENZ, GENERALISIERUNGSFAHIG-
KEIT

Ockhams Rasiermesser bevorzugt Problemlsungen, deren minimale Beschreibungsldngen gering
sind, gegeniiber Problemldsungen, deren minimale Beschreibungsldngen grofl sind. Begriindung
durch algorithmische Wahrscheinlichkeitstheorie:

Das Problem bestehe darin, eine Symbolsequenz zu extrapolieren (0.B.d.A.: Bitsequenz). Wir
haben den Bitstring s bereits beobachtet und wollen das néchste Bit vorhersagen. Das Ereignis “s
wird vom Symbol ¢ gefolgt” sei fiir ¢ € {0, 1} mit si bezeichnet. Mit Bayes:

P(s|s0)P(s0)  P(s0)

P(s0 | 5) = = H P = TE Plst | ) =

Wir prophezeihen “das néchste Bit wird 0 sein”, falls P(s0) > P(s1), und umgekehrt. Da P(si) =
O((%)K(Si)) fiir ¢ € {0, 1}, wird die Fortsetzung mit niedrigerer Kolmogorov Komplexitit (i.a.) die
wahscheinlichere sein.

5.2 MINIMALE BESCHREIBUNGSLANGE

Typisch: Gegeben Trainingsdaten D. Gesucht: die wahrscheinlichste Hypothese H, die D erklart.
Bayes liefert:

_ P(D|H)P(H)
PH|D)= PD) (5.1)
Wiihle H so, da8 P(H | D) maximal. Aquivalenterweise: Minimiere
—logP(H | D) = —logP(D | H) — logP(H) + logP(D). (5.2)

Interpretation: Da D gegeben ist, a8t sich P(D) als normalisierende Konstante ignorieren. —logP(D |
H) ist als die Information interpretierbar, die benétigt wird, um D aus H zu berechnen. —log P(H)
ist die minimale Beschreibungslénge von H.

Ockhams Rasiermesser: Hat man univ. a priori Wahrsch. so da§ P(H) grof fiir einfache H:
Ockham automatisch. Die einfachen (kurzen) Hypothesen sind wahrscheinlicher, also “besser”. Ein
guter Lernalgorithmus findet die kurzen!

Daraus ergibt sich das
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Prinzip der minimalen Beschreibungslinge

(“Minimal Description Length” (MDL)-Verfahren): Minimiere Summe aus Information der
Hypothese und Information der Rekonstruktionsfehler bei gegebener Hypothese!

Da universelle Verteilung unberechenbar, nehmen viele statt der universellen Verteilung was
anderes, z.B. Gaussverteilungen. Bei neuronalen Netzen z.B. Hinton [10]: Gaussrauschen auf den
Gewichten, je mehr Rauschen, desto weniger Information. Wieder: Minimiere Information der
Gewichte plus Information der Rekonstruktionsfehler, relativ zur Gaussverteilung.
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OPTIMALE
SUCHALGORITHMEN

Hierzu gibt es zusétzliches, separates, in der Vorlesung besprochenes, weiterfithrendes Material,
insbesondere [11] (the “fastest” algorithm for all well-defined problems), und [35] (optimal oredered
problem solver - incremental extension of universal search). Hier nur ein grober Uberblick iiber
ein paar relevante Konzepte.

6.1 LEVIN KOMPLEXITAT

Erweiterung des Programmbegriffs: verschiedene Resultate, abhéingig von der Laufzeit. Programm
q ist Bitkette auf Eingabeband, die sich von U vollstéindig lesen 148t, bevor U Bitkette s auf
das Ausgabeband geschrieben hat (U muf nicht halten). Sei #(q,s) die Zahl der ausgefiihrten
Rechenschritte, die notwendig sind, um s auszugeben. Dann Levin Komplexitét:

Kty(s) = min{| ¢ | +log t(q, 5)}.

Entsprechendes Invarianztheorem gilt auch fiir Kt. Also schreiben wir Kt statt Kty .

6.2 OPTIMALE UNIVERSELLE SUCHE

Levin Komplexitét fithrt zu einem Suchalgorithmus, der Losungen fiir viele wichtige Probleme in
minimaler Zeit findet.

e Sei ¢; wieder die i-te Funktion in einer effektiven Aufzdhlung aller partiellen Funktionen von
Dy auf Dy. Sei T; die zu ¢; korrespondierende TM. Ist ¢(y) = x, dann heifit y ein ¢-Zeuge
von .

e Inversionsprobleme: Algorithmus A invertiert Problem ¢, falls A bei gegebenem z einen
¢-Zeugen fiir x berechnet und nachweist, daf ¢(y) = .

e Beispiele: Primzahlfaktorisierung, Auffinden einer Variablenbelegung, so dafl gegebene Bool-
sche Formel erfiillt ist, etc.

e Naiver Ansatz: Erschopfende Suche unter exponentiell vielen Lésungskandidaten (Zeugen-
kandidaten).

11
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OPTIMALE ALTERNATIVE

e Statt dessen: Alg. SIMPLE: Lafl T7 jeden zweiten Zeitschritt einen Schritt ausfithren. Lafi T5
jeden zweiten der verbleibenden Zeitschritte einen Schritt ausfithren. Laf§ T5 jeden zweiten
der verbleibenden Zeitschritte einen Schritt ausfithren. Usw...

Falls T} ¢ in ¢ Schritten invertiert, invertiert SIMPLE ¢ in 2Ft 4 2~ Schritten.

Gibt es also einen Alg., der ¢ in t(n) Schritten invertiert (n ist Problemgrofie), dann invertiert
SIMPLE ¢ in ct(n) Schritten, wobei ¢ = 21 konstant und unabhiingig vom Problem ist.

e Theorem (Verbesserung der Konstante): Gibt es einen Alg. T, der ¢ in t(n) Schritten
invertiert (n ist Problemgrofe), dann invertiert UNIVERSELLE SUCHE (siehe unten) ¢ in
ct(n) Schritten, wobei ¢ = 2K (T)+1,

Definiere hierzu erst

Kt'(w | z,¢) = mqin{| p | +log t(p,w) : int(p,x) Schritten druckt p w und testet, ob p(w) = x bei geg. z}.

UNIVERSELLE SUCHE generiert bei gegebenen (z, ¢) alle Zeichenketten w geordnet nach
wachsendem Kt'(w | z,$) und priift, ob ¢(w) = z, bis ein ¢-Zeuge fiir = gefunden ist. Das
geht so:

ALGORITHMUS: Alle selbstbeschrinkenden Programme p mit | p |[< i werden
in Phase i fiir 2°2-/?| Schritte ausgefiihrt, bis ¢ bei z invertiert wurde.

Dabei werden alle Strings w mit Kt'(w | x,¢) < k in 2*¥+! Zeitschritten generiert und
getestet.

Beweis: Falls Kt'(w | z,¢) < i, dann | p | +log t(p,z) < i. Also t(p,z) < 27171, der Zeit,
die fiir p in der i-ten Phase zur Verfiigung gestellt wurde. Wir haben némlich

P(s) = > 2-Ivl < 1.

Prog. p halt:f(p)=s

Z Z 9i—Ip| < Z 9—Ipl Z 2iS2k+1

1<i<k 0<i—|p| p hilt 1<i<k

Also

Sei m = min{Kt'(w | z,$): w ist ¢-Zeuge fiir x} . Sei n :=| x |. Angenommen, es gibt TM T,
die ¢ bei x in t(n) Schritten invertiert. Nach Definition: m < Kt/(T' | z, ¢). UNIVERSELLE
SUCHE invertiert ¢ in ¢™*1 Schritten (siehe oben). Nach Definition: Kt'(T | x, ¢) < K(T)+
logt(n). Also braucht UNIVERSELLE SUCHE héchstens 25 (T)+1¢(n) Schritte, was zu zeigen
war.

Ist der Inversionsalgorithmus T} fiir ein bestimmtes Problem also selbst besonders einfach,
kann im Vergleich zu SIMPLE noch viel gewonnen werden.
PROBABILISTISCHE VARIANTE

o Zeitlimits wiirfeln: Wahrscheinlichkeit einer bestimmten Zahl von Zeitschritten ist dabei pro-
portional zum Logarithmus der Zahl. wie in Abschnitt 4.1 Programme wiirfeln und ausfiihren,
bis ¢ bei x invertiert wurde.

e Anwendung fiir konventionelle digitale Maschine: wird in Vorlesung besprochen.
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HISTORISCHES

History spotlights. In 1965, A. N. Kolmogorov (1903-1987), founder of modern axiomatic pro-
bability theory [13], was the first to introduce a variant of the complexity measure K for its own
sake [14]. Levin (1984) cites announcements of Kolmogorov’s lectures on this subject dating back
to 1961. In independent and even earlier work, R. J. Solomonoff (1964) had already come up with
the same measure as a by-product of his work on algorithmic probability and inductive inference
(a preliminary version of his paper is dated 1960). Both Solomonoff and Kolmogorov observed K's
machine independence. Today, even Solomonoff himself refers to K as “Kolmogorov complexity”,
e.g. [39]. In 1969, G. J. Chaitin independently also published the essential concepts [3] (some hints
were already provided at the end of his 1966 paper). Important related early work is described in
[23, 7, 36]. Apparently, L. A. Levin was the first to introduce and analyze today’s “standard form”
of Kolmogorov complexity based on halting programs and prefix codes [18], see also [7, 16, 19, 43].
Levin proved K(s) = H(s) + O(1). The importance of prefix codes was independently seen by
Chaitin (1975), who also proved the above equation and attributes part of the argument to N.
Pippenger. Levin introduced Kt complexity and the universal optimal search algorithm (see e.g.
[17] and [20], where related ideas are attributed to Adleman). Other generalizations of Kolmo-
gorov complexity have been proposed, e.g. [9], but see the contributions in [42] for more. Easily
computable approximations of the MDL principle were formulated by Wallace and Boulton (1968)
and Rissanen (1978, 1983, 1986). Such approximations build the basis of most if not all current
machine learning applications, e.g. [27, 8, 24, 26]. Barzdin, referred to in [43], related Kolmogo-
rov complexity to a variant of Gédel’s incompleteness theorem, a subject which became a central
theme of Chaitin’s research [5]. Meanwhile, the theory of Kolmogorov complexity has split into
many subfields. An excellent overview and many additional details on the history are given in Li
and Vitanyi’s book (1993). See also [6]. See [32] for the first (?) machine learning application of
universal search. See [33] for the first application to fine arts. See [11] for the “fastest” algorithm
for all well-defined problems. See [35] for the incremental extension of universal search. See [12]
for a theory of (incomputable) universal intelligence based on Solomonoff’s prior. This lecture is
partly inspired by presentations found in [5], [22], [39], [12].
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